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Ozet

Biitiinsel genom iliskilendirme galismalarinda (BGIC) ortaya ¢ikan verilerin yiiksek miktarda
ve ¢ok boyutlu olmasi, profillerin hastaliklarla iligkilendirilmesi ve buradan teshise gidilmesi
sirasinda farkli veri madenciligi yontemlerinin kullanilmasi ile miimkiin olmaktadir. Yapilan
calismada 1025 vaka ve 531 kontrolden olusan melonom veri kiimesi ile farkli etnik kokenli
2325 vaka ve 2350 kontrolden olusan ve prostat kanseri veri kiimesi kullanilmistir. Bu
hastaliklarla ilgili profiller Karar Agaci, Naive Bayes, Destek Vektor Makinasi gibi farkli veri
madenciligi yontemleri ile incelenmistir. Her iki hastalik icin de destek vektor makinasi
kullanilan ydntemler arasinda en iyi basarimi saglamustir. Ilgili yontem prostat kanseri veri
kiimesinde %75.68’11k bir kesinlik degeri sunarken, melonom veri kiimesi i¢in %78,6’lik bir
kesinlik degeri yakalamistir.

Anahtar Kelimeler: veri madenciligi, karar agaci, destek vektér makinasi, naive bayes,
kanser, biitiinsel genom iligkilendirme

Performance Comparison of Data Mining Methods in Diagnosis of
Complex Diseases

Abstract

The data used in Genome Wide Association studies is vast in amount and high dimensional.
Therefore, different data mining methods are used in order to find the relations between
profiles and diseases. These methods are then used for diagnostic models. In this study two
different data sets were used. The melonoma data set consists of 1025 cases and 531 controls.
The multi ethnic prostate cancer data set consists of 2325 cases and 2350 controls. The
underlying SNPs were searched by different data mining methods such as Decision Trees,
Naive Bayes and Support Vector Machines. For both diseases support vector machine
presented the best performance results. This method presented 75.68% of accuracy for
prostate cancer data and 78.6% of accuracy for melonoma.

Keywords: data mining, decision tree, support vector machine, naive bayes, cancer, genome
wide association
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1. Giris

Giiniimiizde genetik alanindaki ¢alismalar insan Genom Projesi’nin tamamlanmasiyla birlikte
biiyiikk bir hiz kazanmigtir. Bu ¢aligmalarin bir kolu da genetik varyasyonlar1 inceleyerek
bunlarin hastaliklara yol agip agmadigimi inceleyen biitiinsel genom iliskilendirme (BGIC)
calismalaridir. Bu ¢aligmalarda karmagik hastaliklara yol agan 6nemli faktorlerden biri olarak
tekli niikleotit polimorfizmleri (TNP) gosterilmis, TNP’lerin g6z hastaliklar1 (Klein ve ark.,
2005), kalp hastaliklar1 (Lettre ve ark., 2011), diyabet (Reddy ve ark., 2011), eklem iltihab1
(Stahl ve ark., 2010), Crohn hastaligi (Lee, 2011), mental hastaliklar (Scott ve ark., 2009), MS
hastalig1 (Jakkula ve ark., 2010) ve bir¢ok kanser tiirii (Yeager ve ark., 2007; Easton, 2008;
Gerstenblith ve ark., 2010) ile iligkisi literatiirdeki farkli ¢alismalarda incelenmistir.

GWAS caligsmalarinda kullanilan veri kiimeleri, hem ¢ok boyutlu hem de yiliksek miktarda
veri igermektedir. Bu nedenle ilgili verilerin incelenmesinde veri madenciligi yontemlerinden
yararlanilmaktadir. Ilgili alanda en ¢ok kullanilan ydntemler karar agaclar1 (KA) (Huang ve
ark., 2004; Fiaschi ve ark., 2009), Bayes temelli yontemler (BA) (Jiang ve ark., 2010) ve des-
tek vektor makinalaridir (DVM) (Wei ve ark., 2009; Abeel ve ark., 2010).

Diger yontemlere gore daha basit, gorsel olarak zengin ve daha az maliyetli olmalariyla tercih
edilen KA bircok BGIC calismasinda kullanilmustir. Yiiriitiilen bir calismada hamile hipertan-
siyon hastalarinin genotip 6zelliklerine gore teshisi ¢alisilmis, gelistirilen model %65 duyarli-
lik ve %54 segicilik performansi gostermistir (Roberts, 1993).

2004 yilinda yapilan bir ¢alismada hipertansiyonlu 4529 hastanin genetik varyasyonlar1 1D3,
ADTree ve C4.5 gibi KA yontemleri ile incelenmis ve bu yontemlerin performanslari karsi-
lastirilmistir (Huang ve ark., 2004).

Farkli KA yontemlerinin incelendigi diger bir ¢alisma hepatit hastali1 iizerinde yapilmis ve
bu ¢aligmada 194 hasta ve 28 TNP incelenmistir (Uhm ve ark., 2009).

KA yontemleri rahim agzi1 kanserine neden olan genetik faktorlerin bulunmasinda karsilasti-
rilmis, hastaliga yol agan bes farkli yeni TNP bulunmustur (Horng ve ark., 2011).

Farkli KA yontemlerinin teshis performanslarinin karsilastirildign bir diger calisma gogis
kanseri alaninda yiiriitiilmistiir. Bu ¢alismada 258 hasta ve 32 TNP kullanilmis, karsilastirilan
yontemler igerisinde en yiiksek kesinlik 6l¢iitiinii C4.5 agact vermistir (Anunciacao ve ark.,
2010).

Otizm spektrum bozuklugu iizerinde yapilan bir ¢alismada 36 hasta ve bunlara ait 25 TNP
incelenmis, genetik varyasyona bagl teshiste KA ile DVM yontemlerinin karar verme per-
formanslar1 karsilastirilmistir. Bu calismada yontemlerin birbirine yakin sonuglar verdigi goz-
lemlenmistir (Jiao ve ark., 2011).

TNP’lerin karmagsik hastaliklarla iliskilendirilmesinde yaygin olarak kullanilan diger bir veri
madenciligi yontemi de DVM’dir. DVM’nin TNP degisimlere dayanan teshissel modelleme-
sine ait bircok ¢alisma yapilmis ve ilgili yontemin yiiksek basarim performansi dikkat cekmis-
tir. Ornegin Tip-1 Diyabet iizerinde yapilan bir calismada DVM %71°lik kesinlik, %65°lik
duyarlilik ve %77’lik segicilik performansi gostermistir. Bu ¢alismada ayrica dogrusal DVM
ile dogrusal olmayan DVM yapilari karsilastirilmis sonrasinda daha iyi performans gosteren
dogrusal olmayan DVM farkli bir yontem olan lojistik regresyon ile kiyaslanmigtir. Kiyasla-
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ma ROC egrisi altinda kalan alana gore yapilmis ve 0,86 — 0,89 arasinda degisen duyarlilik,
0,85 — 0,88 secicilik degerleri ile dogrusal olmayan DVM o6ne ¢ikmistir (Wei ve ark., 2009).

Ag1z kanseri iizerinde yapilan modellemede ve DVM %55,4 Kkesinlik sonucu ile %65.2 duyar-
lilik gostermistir (Chuang, 2011)

DVM, performansinin bu denli yiiksek olmasi nedeniyle literatiirde sik¢a diger veri madenci-
ligi yontemleri ile karsilagtirilmistir. Bu ¢alismalarin birinde DVM, BA ve KA gbgiis kanseri
tizerindeki teshis performansi karsilastirilmis, ancak yontemler arasi anlamli sonuglar bulu-
namamustir (Listgarten ve ark., 2011).

Olasiliksal modellemeye dayanan Bayes yontemleri GWAS calismalarinda hem yontem karsi-
lastirma hem de hastalik iliskilendirme i¢in kullanilmustir. Bir ¢alismada 300.000 iizerinde
TNP’nin alzaymir hastalig ile iliskisi incelenmis, bu incelemede Naive Bayes (NB) yontemi-
nin yani sira, ozellik secimli ve se¢imsiz NB performanslart karsilastirilmistir (Wei ve ark.,
2011). Elde edilen sonuglara gére model ortalamasi kullanan NB, klasik NB’ye gore 0,72°lik
ROC egrisi altinda kalan alan ile istiinliik saglamistir.

Yapilan diger bir ¢alismada hiyerarsik NB yontemi gelistirilmis, bu yontemin performansi
klasik NB ile farkli sayida SNP igeren bir¢ok veri setinde karsilastirilmis ve son olarak gercek
veri setleri olan tip-1 ve tip-2 diyabet verileri tizerinde test edilmistir (Malovini ve ark., 2014).
NB yonteminin gelistirilerek kullanildigi ve NB Torbas1 yonteminin gelistirildigi calismada
ilgili yontem biyo-isaretleyicilerin se¢iminde kullanilmistir (Sambo ve ark., 2012).

Literatiirde bu yontemlerin yani sira segilen bir ana yontemin genetik algoritma ile optimize
edildigi genetik evrimli modeller (Turner ve ark., 2010; Jesus ve ark., 2007) ve birden fazla
ana yontemin birlestirildigi hibrit modeller (Yiicebas ve ark. 2014) de kullanilmaktadir.

Yapilan literatiir taramasinda edinilen bilgiler 1518inda BGIC ¢alismalari igin en ¢ok tercih
edilen veri madenciligi yontemlerinin KA, BA, DVM oldugu goriilmiistiir. ilgili modellerin
karmasik hastaliklardaki basarim kriterlerinin ortaya konmasi1 amaciyla yiiriitiilen bu ¢alisma-
da ilgili yontemler prostat kanseri ve melanom veri kiimelerinde karsilastirilmistir.

2. Materyal ve Yontem
2.1. Materyal

Ilgili calisma igin iki farkli veri kiimesi kullanilmistir. Her iki veri kiimesi de NCBI'ya ait
dbGaP veri tabanindan g¢ekilmistir. Bu veri kiimelerinden ilki ¢ok etnikli prostat kanseri veri-
si (Multi Ethnic Genome Wide Scan of Prostate Cancer) kiimesidir. Ilgili veri kiimesi, Afro
Amerikan, Japon ve Latin etnik kdkenli, 4650 vaka ve 4795 kontrolden olusmaktadir. Her kisi
i¢in yaklasik 600.000 adet TNP bulunmaktadir. Ikinci veri kiimesi ise melanom hastaligim
tanimlamaktadir. Bu veri kiimesinde 2053 vaka ve 1062 kontrol bulunmaktadir. Etnik koken
olarak Avrupa beyaz irkin1 temsil etmektedir. Bu kiime igerisindeki her birey ic¢in yaklasik
600.000 adet TNP bulunmaktadir.
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2.2. Yontem
2.2.1 On isleme

TNP profillerinin karmasik hastaliklarla iliskilendirildigi ¢alismalarda veri kiimesi igerisinde-
ki vaka ve kontrol sayilari ile TNP sayisi1 fazla ise, eldeki veri kiimesini en iyi sekilde temsil
edecek bir alt veri kiimesinin olusturulmasi literatiirdeki farkli ¢alismalarca Onerilmektedir
(Wei ve ark., 2009; Zhou, 2007).

Bu dogrultuda bir veri 6n isleme ¢aligsmasi yapilmistir. Calismanin ilk adiminda veri kiimeleri
icerisindeki kisi sayis1 azaltilmistir. Bunun i¢in veri kiimesindeki vaka ve kontrol sayilarini
yar1 yartya azaltacak bir drnekleme secilmistir. Orneklem segiminde veri kiimeleri igerisinde-
ki vaka ve kontrol orani ile etnik kdkenlerin birbirine oranlar1 korunmustur. Belirtilen oranlar
korunacak sekilde veri kiimesindeki veriler rasgele olarak secilerek, veri alt kiimelerine atan-
mislardir. Bu baglamda prostat kanserini temsil eden alt veri kiimesi 2325 vaka ve 2350 kont-
rolden olusmustur. Melonom i¢in ise temsili veri alt kiimesi 1025 vaka 532 kontrolden olustu-
rulmustur.

Veri 0n islemenin ikinci adiminda ise her iki kiimede de birey basina bulunan yaklasik
600.000 TNP’nin azaltilmast amaglanmistir. Bu TNP’lerin tiimiiniin belirlenen hastalikla yiik-
sek oranda iligkili olmadig1 gozlemlenmistir. Bu gozlem icim METU — SNP (Ustunkar ve
ark., 2011) test araci kullanilmistir. Bu arag, girdi olarak verilen TNP’lerin eldeki hastalikla
aralarindaki biyolojik ve istatistik iligki analizi i¢in kullanilmistir. Yiizde 95 giiven aralifinda
yiiriitiilen bu analizin sonucunda prostat kanseri i¢in kisi bagina 2710 TNP ve melonom i¢in
kisi basina 2783 TNP anlamli bulunmustur.

2.2.2 Karar Agac1 Yontemi

Karar agaglar literatiirde ikili siniflama i¢in oldukga tercih edilen bir yontemdir (Rokach ve
ark., 2002). Bu tercih altindaki en biiyiik etmenler giiriiltii toleransi, diisiik hesaplama ihtiyag-
lar1, uygulama kolaylig1 ve sagladig1 gorsellik ile kolay yorumlanabilirligidir (Coelho ve ark.,
2012). Bu yontemde eldeki her 6znitelik siniflama problemini ayirma giicii agisindan 6zyineli
olarak test edilir ve bilgi kazanci en yiiksek olan Oznitelik dallanma igin segilir (Quinlan,
1986). Daha formal bir notasyon ile agiklanacak olursa:

Bu durumda 6rneklerin siniflandirilmasi i¢in gerekli bilgi su sekilde hesaplanir:

| (s1, S2, ..., Sm} = = XiZ1 piloga(p:) (1)
Veri kiimesini { S1, Sy, ..., Sy }seklinde v adet alt kiimeye bdlecek A 6zniteligi icin Entropi su
sekilde hesaplanir:

S1j+Sojt+Sm; ,
E(A) = Xjoy = —" (s1ji,,,5m)) (2)

N

Sij, Sj alt kiimesi igerisindeki bir C; sinifinin 6rnek sayisini belirttiginde, bu S; alt kiimesinin
bilgisi su sekilde hesaplanir:

! Bu alt bashkta verilen matematiksel denklem ve notasyonlar “Data Mining: Concepts and Techniques, 3rd Ed.
J.Han, M. Kamber. J. Pei.” Kitabindan uyarlanmustir.
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| (S1j, S2j --.r Smi} = — X121 Pij loga (pif) (3)
Bu durumda bilgi kazanci bilgiden entropi degerinin ¢ikarilmasi ile bulunur:
G(A) =1 (1, S2, ..., Sm} — E(A) (4)

S: s adet veri 6rneginin bulundugu kiime
Ci: i=1 den m’e kadar simif etiketleri

Si: Cj sinifndaki 6rneklern sayisi

Pi : 1 verisinin simif C;’ ye ait olma olasilig1
A: Oznitelik A = {ay, a2, ..., a/}

Bu yontemde eldeki her 6znitelik siniflama problemini ayirma giicii agisindan test edilir ve
bilgi kazanci en yiiksek olan 6znitelik dallanma i¢in segilir. Daha sonra kalan 6znitelikler i¢in
yontem 0z yinelemeli olarak siirdiiriiliir.

Ilgili yéntemin uygulamasi pyhton tabanli bir agik kaynak kod araci olan Orange Veri Ma-
denciligi Araci (Demsar ve ark., 2013) ile gerceklestirilmistir. Kullanilan veri kiimesinde de-
gerler ayrik deger araliginda oldugu icin, karar agaci i¢in 1d3 algoritmasi kullanilmistir. Aga-
cin dallanmasi igin bilgi kazang orani se¢ilmis, yapraktaki en az 6rneklem sayisi 2 ve bir dal-
lanmadaki olusacak alt kiimeler i¢in en az 6rneklem sayisi 4, agacinin ulasabilecegi en biiyiik
derinlik ise 100 olarak belirlenmistir. ilgili modelin egitimi ve sonuglarin testi i¢in 10 katman-
I1 ¢apraz gecerlilik testi uygulanmistir.

2.2.3 Naive Bayes Yontemi

Bu yontem istatistiksel bir yontem olan Bayes Teoremi’ne dayanmaktadir. Bu teorem belirli
kosullar altinda bir olayin gergeklesme olasiligini gosterir. Ornegin eldeki siniflandirma prob-
lemi prostat kanseri teshisini PSA testinin sonuglarina gore teshis etmek oldugunda:

P(H): hastanin prostat kanseri olma olasilig
P(V): PSA testi sonucunun yiiksek ¢ikma olasiligi
P(H|V) : PSA testi yiiksek ¢iktig1 bilindiginde kisinin prostat kanseri olma olasilig

Siniflama problemini 6zetleyen P(H|V) olasilig1 Bayes Teoremi ile su sekilde hesaplanir:

P(V|H)P(H)

P(HIV) = 20

(%)
Bu esitlikte:

P(V|H): Hastanin prostat kanseri oldugu bilindiginde PSA testinin yiiksek ¢ikma olasiligt
P(H) : Prostat kanseri olma olasilig
P(V) : PSA testi yiiksek ¢ikma olasilig

Naive Bayes yontemi, Esitlik 5’deki formiilasyonu kullanarak eldeki siniflama problemini
¢ozmeye calisir. Veri kiimesinde n adet bagimsiz simif Cy, Cy, ... , C, ve sinif bilgisi bilinme-
yen yeni veri D oldugunda, tiim olasiliklar Esitlik 6’daki gibi hesaplanir ve yeni veri en yiik-
sek olasilig1 veren sinifa atanir.
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P(D|C;)P(C;
P(CID) = 2555 ()

Formiilasyondan dogan hesaplama karmasiklig1 ise tiim Ozniteliklerin bagimsiz 6znitelikler
oldugu kabulii ile indirgenir, bu durumda da ilgili hesaplama su sekilde yapilir:

P(DIC)) = [Tk=1P(drlCy) (7)

Bu kabul ¢ogu zaman gergek drnekler igin gegerli olmasa da ilgili yontem daha karmasik di-
ger yontemlere yakin bir basarim performansi sergileyebilmektedir (Domingos, 1997).

Ilgili modelin egitimi ve sonuglarin testi icin 10 katmanl ¢apraz gecerlilik testi uygulanmistir.
2.2.4 Destek Vektor Makinasi Yontemi

Vapnik (1995) tarafindan gelistirilen DVM, farkli siniflara ait 6rnekleri birbirinden ayirabile-
cek ve bu siniflara en uzak mesafede olacak hiperdiizlemi bulmaya ¢aligir. Bu hiperdiizlem:

D: Veri Kiimesi
Yi : Simif belirteci
Xi : veri noktasini gosteren p boyutlu reel vektor iken:

D = {(xi,yi)[xieR" , yie{-1,1}}"=1 (Esitlik 8)
Bu durumda bir 6zellik uzatimdaki hiperdiizlem su sekilde yazilabilir:

w.x-b=1 (9)
w.x-b=-1 (10)

Bu hiperdiizlemler arasindaki uzaklik ise:

2
[lwl| (11)

Bu durumda eldeki optimizasyon problemi ||w|| minimize edilmesi halini alir. Eldeki siniflama
probleminin dogrusal olarak siniflara ayrilamadigi durumda eldeki 6znitelik uzayr daha yiik-
sek boyutlara ¢ikarilmalidir. Bunun igin bir ¢ekirdek yontemi kullanilir (Baudat ve ark.,
2001). Bu durumda X’in n boyutlu bir uzayda bir vektor ¢(.)’nin ise girdi uzayindan daha
yiiksek boyutlu bir uzaya esleme yapan dogrusal olmayan bir fonksiyon oldugu kabul edildi-
ginde, siniflama kararini ¢izecek hiperdiizlem su sekilde ifade edilir:

w. ¢(x)-b=0 (12)

Bu esitlikte w egitim verisini yiiksek boyutlu uzaya esleyecek bir agirlik katsayisi vektoriinii
temsil etmektedir. Bu durumda nokta ¢arpimi yerine ¢ekirdek fonksiyonu kullanilirsa, girdi
vektoriiniin yliksek boyutlu uzaya eslenmesi geregi ortadan kaldirilabilir.

K(u,v) = ¢(u). .¢(v) (13)
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Eldeki probleme gore kullanilabilecek birgok farkli ¢ekirdek fonksiyonu bulunmaktadir (Miil-
ler ve ark., 2005). Bunlarin baglicalar1 polinom, sigmoid, radyal temelli fonksiyon ve ANO-
VA’dir.

Polinom fonksiyonu verilerin normalize edildigi problemlerde yo6nsel ¢ekirdek fonksiyonu
olarak kullanilir. Homojen olan ve olmayan olmak {izere iki tiiri asagidaki esitliklerde veril-
mistir.

ko) = (i) (14)
k(i) = (xixj1)" (15)

Sigmoid: Yapay sinir aglari alanindan adapte edilmistir. Bu nedenle “sigmoid fonksiyonu kul-
lanan bir DVM aslinda iki katmanli perseptron sinir agi ile esdegerdir ” (Lin ve ark., 2003).
Sigmoid fonksiyonu:

k(c,x;) = tanh(kxi.Xj+c)  (16)

Radyal Temelli Fonksiyon (RBF): Bu fonksiyon da yapay sinir aglari ile yakindan iliskili
olup (Benoudjit ve ark., 2003) daha hizli 6grenme ozelligi ile bilinir (Park ve ark., 1991).
Formiilasyonu:

k(x,y) = exp (-yllx-yl* (17)

ANOVA: Varyans analizi fonksiyonu RBF’in bir tiirevi olup 6zellikle yiiksek boyutlu regres-
yon problemlerinin ¢dziimiinde tercih edilir (Hofmann ve ark., 2008).

k(x,y) = Xk=1 exp(—o(x* —y)®)®  (18)

DVM uygulamalarinda modelin basarili bir performans sergilemesi i¢in kullanilan ¢ekirdek
fonksiyonunun tiirii, siniflar arasindaki sinirin uzakligini belirleyen C katsayis1 ve karar sini-
rinin seklini belirleyen Gamma katsayisinin iyi ayarlanmasi gerekmektedir (Benhur ve Wes-
ton, 2010). Yapilan uygulamada ¢ekirdek fonksiyonu olarak benzer veri kiimeleri iizerindeki
diger ¢alismalarda siklikla tercih edilen (Wei ve ark., 2009; Huang ve ark., 2009) radyal te-
melli fonksiyon kullamlmustir. C ve gamma katsayilari sirast ile 10 ve 107 olarak belirlenmis-
tir (Yiicebas ve ark., 2014). Ilgili modelin egitimi ve sonuglarin testi i¢in 10 katmanli capraz
gecerlilik testi uygulanmustir.

3. Bulgular ve Tartisma

Onceki béliimde detaylar1 verilmis olan veri madenciligi yontemlerinin basarimlari ¢ok etnikli
prostat kanseri ve melonom veri kiimesi {izerinde Kkarsilastirilmistir. Yontemlerin
karsilagtirilmasinda basarim kriteri olarak, kesinlik, duyarlilik ve ROC egrisi altinda kalan
alan segilmistir.

Buna gore c¢ok etnikli prostat kanseri veri kiimesinde KA, BA ve DVM yontemlerinin basarim
kriterleri Cizelge 3.1’de sunulmustur.
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Cizelge 3.1. Prostat kanseri veri kiimesi lizerinde KA, NB, DVM yo6ntemlerinin basarim
kriterleri performanslari

Yéntem / Olgiit Karar agaci Naive bayes Destek vektor
makinast

Kesinlik %71,12 %65,12 %75,68

Duyarlilik %60,82 %78,42 968,91

ROC 0,811 0,605 0,835

Melonom veri kiimesi lizerinde elde edilen bulgular Cizelge 3.2°de sunulmustur.

Cizelge 3.2. Melonom veri kiimesi iizerinde KA, NB, DVM yontemlerinin basarim kriterleri
performanslari

Yéntem / Olgiit Karar agaci Naive bayes Destek vektor
makinasi

Kesinlik %72 %68,75 %78,6

Duyarlilik %73,42 %67,72 %76,45

ROC 0,8 0,752 0,846

Kesinlik, duyarlilik ve ROC egrisi altinda kalan alan degerlerine gore yapilan bu
karsilagtirmada DVM diger yontemlere gore daha iyi bir performans gostermistir. Elde edilen
sonuclar degerlendirildiginde DVM’nin yiiksek performans vermesi sasirtict degildir. Bu
yontemin dogrusal olarak ayrilmayan siniflama problemlerinde iyi performans verdigi, benzer
yontemler arasinda da global optimum de8ere en ¢ok yakinsayan yontem oldugu
bilinmektedir (Xiao ve ark., 2010).

4. Sonug¢

Biitiinsel genom iligkilendirme (GWAS), genetik degisimleri arayarak bu degisimlerin kanser
vb karmagik hastaliklarla iligkili olup olmadigini arayan bir ¢alisma tiiridiir. Bu degisimler
genellikle tek bir niikleotidin degisiminden kaynaklanir ve tekli niikleotit polimorfizm (TNP)
olarak adlandirilir.

TNP profillerinin karmasik hastaliklarla iligkilerinin incelendigi ¢aligmalarda kullanilan veri
kiimeleri, veri sayist bakimindan kalabalik ve 6znitelikler bakimindan da oldukga yiiksek bo-
yutludur. Bu durum ilgili veri kiimelerinin el ile veya basit istatistik kullanarak analizini ¢ok
zor hale getirmektedir. Bu nedenle ilgili analiz i¢in ¢esitli veri madenciligi yontemlerinden
yararlanilir.

Yapilan bu calismada literatiirde sikca tercih edilen ve her biri farkli algoritmik yontemi tem-
sil eden veri madenciligi ydntemlerinin (Ozyineli mantikla ¢alisan karar agaci, olasiliksal me-
tod olarak Bayes, olasiliksal olmayan model ve dogrusal olmayan verilerin siniflandirmasi
i¢in de destek vektor makinasi) basarim karsilastirmalari melanom ve prostat kanseri veri kii-
meleri lizerinde yapilmistir.

Basarim karsilastirmasindan 6nce veri kiimelerine analize uygun hale getirmek adina veri
kiimelerini temsil edecek alt veri kiimeleri olusturulmustur. Bu adimda alt veri kiimesini olus-
turacak veriler asil veri kiimelerinin vaka — kontrol ve etnik koken dagilimlar1 korunacak se-
kilde rastgele olarak secilmistir. Veri kiimeleri icerisinde her bireye ait yaklasik 600.000 adet
TNP bulunmaktadir. Eldeki hastalikla yiiksek iligkisi olan TNP’ler istatistik ve biyolojik an-
lamliliklarina gére secilmistir. Veri on isleme adimindan sonra prostat kanseri temsili alt kii-
mesi 2325 vaka ve 2350 kontrolden olusmus, bu bireylere ait 2710 adet TNP kiimeye dahil
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edilmistir. Melonom temsili kiimesi ise 1025 vaka ve 531 kontrolden olusurken 2783 TNP
incelenmistir.

Secilen veri madenciligi yontemlerinin eldeki hastaliklarin teshisindeki basarim performansla-
11 kesinlik, duyarlilik ve ROC egrisi altinda kalan alan 6l¢iitleri ile karsilagtirilmistir. Bu karsi-
lagtirma sonucunda DVM her iki veri kiimesi i¢in de en iyi basarim performansi gésteren yon-
tem olarak bulunmustur. Prostat kanseri i¢in DVM %75,68’lik bir kesinlik degeri saglarken,
melonom i¢in bu deger %78,6 seklinde olmustur. Dogrusal olmayan siniflama problemlerinin
¢Oziimiinde global optimum degere yakinsamadaki basarist ile bilinen DVM’nin bu sonucu,
literatiirdeki benzer ¢alismalarin sonuglarii destekler niteliktedir.
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Birimince FBA-2014-286 No’lu proje olarak desteklenmistir.
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