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Kopya sayisi varyasyonlarinin makine ogrenmesi algoritmalari kullanilarak
biyoinformatik analizi

Bioinformatic analysis of copy number variations using machine learning algorithms
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Amag: Kopya sayisi varyasyonlari, insan genomunun yaklasik yizde ikisinde bulunan belirli DNA
bdlgelerinin kayip veya kazanglaridir. Yapisal varyasyonlar arasinda yer alan bu grup, saglikh
populasyonda bulunabilecedi gibi ilgili bdlgenin kayip veya kazanglari Kklinik tablolarla da
iliskilendirilebilir. Tespit edilen kopya sayisi varyasyonunun klinik olarak yorumlanmasi, aile galismasini
da gerektiren karmasik bir suregctir. Klinik ve genetik verilerin yorumlanmasi sirecinde her zaman dogru
bilgiye ulasilamamaktadir. Kullanimi artan makine 6grenme algoritmalari giderek tip alaninda da
kullaniimakta ve &zellikle blyUk veri setlerinin bulundugu genetik gibi alanlarda giderek 6nem
kazanmaktadir. Bu calisma ile kopya sayisi varyasyonlarinin klinik degerlendiriimesinde makine
6grenme algoritmalarinin kullanimi amaglanmistir.

Gereg ve Yontem: Arastirmada Oncelikle 11989 varyant bulunan ISCA konsorsiyumu verileri ile pilot
analiz gergeklestiriimis, sonrasinda ClinVar veri tabanindan elde edilen 63156 varyanth veri seti
kullanilmistir. Bes ana sinifta (Benign, Muhtemel Benign, VUS, Muhtemel Patojenik ve Patojenik)
bulunan varyantlar, Microsoft Azure Machine Learning Studio platformunda, %70 egitim ve %30 test
verisi olarak ayriimis ve ¢esitli makine 6grenmesi algoritmalari (Cok Sinifli Karar Agaclari, Lojistik
Regresyon ve Sinir Agi) kullanilarak analiz gergeklestirilmistir.

Bulgular: ISCA veri seti ile yapilan modelde ¢ok sinifli karar agaci ile ortalamada 0,96 dogruluga
ulasilirken, ClinVar veri setinde yine gok sinifli karar agaci ile 0,86 dogruluga ulasiimistir. Bu modelde
patojenikler %74.8, benignler %77.6 ve 6nemi bilinmeyen varyantlar %62.6 oraninda dogru tahmin
edilmistir. Calismada sik karsilasilan varyantlar daha ylksek basari ile tanimlanmis ve 6rneklemin
benign ve patojenik olarak iki sinifli haline getiriimesi durumunda ise ortalama ve toplamda 0.90
dogruluga ulasiimistir.

Sonug: Bu galisma, kopya sayisi varyantlarinin klinik degerlendiriimesinde kullanilabilecek ve taniyi
otomatiklestirebilecek dncil bir makine 6grenme modeli olusturulabilecegini gdstermistir.

Anahtar Sozciuikler: Kopya sayisi varyasyonlari, makine 6grenme, genetik, biyoinformatik.

ABSTRACT

Aim: Copy number variations (CNVs), comprising approximately two percent of the human genome,
represent specific DNA segment deletions or duplications. While these structural variations may be
present in healthy populations, they can also manifest clinically significant implications. The clinical
interpretation of identified CNVs constitutes a complex process necessitating comprehensive family
studies.
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The interpretation of clinical and genetic data often presents challenges in achieving definitive
conclusions. Machine learning algorithms have emerged as increasingly valuable tools in medical
applications, particularly in genetics where large-scale datasets predominate. This investigation aimed
to evaluate the implementation of machine learning algorithms for the clinical assessment of copy
number variations.

Materials and Methods: The study methodology comprised an initial pilot analysis utilizing ISCA
consortium data (n=11,989 variants), followed by a comprehensive analysis of ClinvVar database
variants (n= 66803). The variants were stratified into five clinical classification categories (Benign, Likely
Benign, VUS, Likely Pathogenic, and Pathogenic). Analyses were conducted using the Microsoft Azure
Machine Learning Studio platform, implementing various machine learning algorithms (Multiclass
Decision Trees, Logistic Regression, and Neural Network) with a 70:30 training-testing data partition.

Results: The ISCA dataset analysis demonstrated an average accuracy of 0.96 utilizing multiclass
decision trees, while the ClinVar dataset achieved 0.86 accuracy with the same algorithmic approach.
The model exhibited predictive accuracies of 74.8%, 77.6%, and 62.6% for pathogenic, benign, and
variants of unknown significance, respectively. Frequently occurring variants demonstrated superior
predictive accuracy, and binary classification (benign/pathogenic) yielded an enhanced average
accuracy of 0.90.

Conclusion: This investigation demonstrates the feasibility of developing a preliminary machine
learning model for the clinical evaluation and potential automated classification of copy number variants.

Keywords: Copy number variations, machine learning, genetics, bioinformatics .

GiRIiS

insan genomu 23 ¢ift kromozom {izerinde yaklasik
20.000 gen ve 6 milyar baz cifti igerir. Bireyler
arasindaki genomik farkliliklar %0.01'den azdir.
Bu farkliliklar DNA baz degisiklikleri (tek nikleotid
polimorfizmleri (SNP), mikrosatellitler,
minisatellitler, degisken sayida ardisik tekrarlar
(VNTR)), transpozon yaplilar (Alu elementleri gibi),
yapisal degisiklikler (delesyon, duplikasyon,
inversiyon, oryantasyon degisikligi) ve epigenetik
degisimler gibi farkli sekillerde ortaya cikar.

Cogu CNV klinik agidan énemsiz olmakla birlikte,
bazilari gelisimsel gerilik ve dogumsal anomaliler
gibi ciddi klinik durumlara neden olabilir. lyi bilinen
DiGeorge(22q), Cri-du Chat(5p), Prader Willi
(15p) vb. mikrodelesyon sendromlarinin yani sira
birgok mikrodelesyon sendromlari array tabanli
yeni nesil teknolojilerle tanimlanmistir (4). Bu
varyasyonlarin klinik Sneminin belirlenmesi uzman
hekimlerin degerlendirmesini gerektirir (5). Kopya
sayisl varyasyonlarinin  klinik yorumlanmasi
karmasik bir sidregtir. Bu slrecte, tespit edilen

Kromozomlardaki ortalama 100 Kb’den buyuk
DNA bolgelerinin beklenilen kopya sayisindan
farkh olarak (kayip ya da kazang) halinde
bulundugu durumlar kopya sayisi varyasyonlari
(CNV) olarak adlandirilir (1). CNV tanimi genel
olarak oryantasyonel bilgi icermeyen kayip ve
kazang bolgelerini tanimlar. Yaklasik 20 Kb’dan
kiigik CNV’ler hemen her bireyde bulunurlar ve
karmasik genomik yeniden dizenlemeler sonucu
olugur (2). GTG bantlama, DNA dizileme teknikleri
ve PCR gibi zenginlestirme islemleri gen
bdlgelerinin sayisal Olgimini zorlastirmaktadir.
Floresan In Situ Hibridizasyon (FISH) teknigi ise
yalnizca 20-100 Kb uzunlugundaki spesifik
boélgeleri inceleyebilmektedir. CGH ve sonrasinda
gelistirilen arrayCGH/Oligo Array teknolojileri
sayesinde, tim genomun kopya sayisi analizleri
daha erigilebilir ve yaygin hale gelmistir (3). Ayrica
yeni nesil DNA dizileme teknikleri (Masif paralel
sekanslama) ile de genomik olarak kopya sayisi
varyasyonlari yiksek hassasiyetle tespit edilebilir.
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varyasyonlar DGV ve DECIPHER gibi uluslararasi
veri tabanlarindaki varyasyonlarla karsilastirilir
(6,7). Ancak yeni ortaya ¢ikan (de novo) varyantlar
bu veri tabanlarinda bulunmayabilir veya tanimli
varyantlarla tam eslesme gdstermeyebilir. Bu
durumda, ebeveyn analizleri yapilir ve kalitsal
varyantlar genellikle benign olarak degerlendirilir.
Ayrica, her gen icin hesaplanan haployetmezlik
skorlarl, kopya sayisi degisikliklerinin  klinik
etkilerini degerlendirmede O6nemli bir arag(4)
olarak kullaniimaktadir. Varyant siniflamasinda
American College of Medical Genetics (ACMG)
tarafindan oOnerilen besgli siniflandirma Benign,
Muhtemel Benign, Onemi bilinmeyen varyant
(VUS), Muhtemel Patojenik ve Patojenik yaygin
olarak kullanilir (8). Kopya sayisi varyasyonlarinin
klinik yorumlanmasinda mevcut algoritmalar her
zaman kesin sonuglar verememektedir.

Makine 6grenmesi teorileri yirminci yizyilin ilk
yarilarinda ortaya c¢ikmis, ancak teknolojik
sinirlamalar  nedeniyle pratik uygulamalari
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ginimiize kadar gecikmistir. Ozellikle gelismis
islemci kapasiteleri ve modern yazilimlar
sayesinde c¢esitli alanlarda yaygin kullanim imkani
bulmusg ve farkli algoritmalarla uygulanabilir hale
gelmigtir.  Ogrenme, deneyimlerin  bilgi ve
tecribeye doénusimi olarak tanimlanirken,
makine &gdrenmesi verilerdeki anlamli iligkilerin
otomatik olarak tespit edilmesi slrecidir.
Geleneksel programlamadan farkh  olarak,
karmasik  iligkileri ~ 6drenme  algoritmalari
araciligiyla yazilima dénustiren bu teknoloji, son
yilllarda otonom araglardan gorintld islemeye
kadar genis bir kullanim alani bulmustur (9). insan
kapasitesini asan buydk ve karmasik veri
setlerinin analizi i¢cin Ozellikle saglk ve tip
alaninda yaygin olarak kullaniimaya baslanmis,
radyolojik g6rintileme, kanser dokusu
degerlendirmesi ve kompleks hastaliklarda risk
faktorlerinin belirlenmesi gibi c¢esitli alanlarda
Onemli uygulamalar geligtirilmistir (10, 11).
Makine Ogrenmesi yaklagimlari, veri etkilesim
bicimlerine goére farkli kategorilerde incelenir.
Gozetimli 6grenmede, Onceden etiketlenmis
veriler Gzerinden egitim ve test setleri
olusturularak sistem degerlendirilir. Gozetimsiz
6grenmede ise etiketlenmemis veriler izerinden
algoritmalarin  kendi icinde fonksiyon tespiti
yapmasi saglanir. Her iki yontemin de kendine
0zgu avantaj ve dezavantajlari vardir. Takviyeli
(reinforcement) 6grenme, sistemin  Urettigi
sonuglara dogru/yanlis seklinde geri bildirim
verilen bir ara form olarak tanimlanir. Ogrenme
surecleri ayrica aktif ve pasif olarak da
siniflandirihir; aktif dgrenmede sistem
parametrelerle dogrudan etkilesim kurabilirken
(6rnegin otonom araglar), pasif 6grenmede hazir
veriler Uzerinden analiz yapilir (6rnegin radyolojik
goruntl  degerlendirmesi). Online  63renme
sayesinde sistem, 6grenme sonugclarini anlik
olarak gdzlemleyebilmektedir (12, 13).

Gozetimli 6grenme, dnceden etiketlenmis veriler
Uzerinden egitim yapan bir makine &grenmesi
yaklasimidir. Bu sistemde, egitim verileri ve
bunlara ait siniflar/kategoriler nceden belirlenmis
durumdadir. Sistem, bu etiketli verilerden
ogrendiklerini kullanarak test verilerini yorumlar ve
el yazisi tanima veya gorsel siniflandirma gibi
cesitli alanlarda yaygin olarak uygulanir. Basarili
bir gbézetimli 6grenme i¢in genis, etiketlenmis veri
setlerinin varhd1 sarttir ve bu sistemler temel
olarak siniflandirma ve regresyon algoritmalari
olmak Uzere iki kategoride incelenir (12). Siklikla
kullanilan algoritmalar: En Yakin Komguluk (k-
Nearest Neighbors (KNN)), Destek Vektor
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Makineleri (Support Vector Machine (SVM)),
Karar Agaclar (Decision Trees (DTs)), Dogrusal
Regresyon  (Linear = Regression), Lojistik
Regresyon (Logistic Regression), Naif Bayes
(Naive Bayes), Yapay Sinir Aglari (Artificial Neural
Network (ANN))dir (14). Makine &6grenmesi
yontemleri arasinda, KNN mesafe bazl
siniflandirma yaparken, SVM destek fonksiyonlari
kullanir, karar agaclar veriyi dallanmalar halinde
gruplar, regresyon analizleri sayisal/kategorik
iliskileri modeller ve yapay sinir aglari biyolojik sinir
sistemini taklit eden matematiksel modellerdir. Bu
algoritmalarin  her biri farkli veri tlrleri ve
problemler icin optimize edilmis olup, spesifik
avantaj ve kisitlamalara sahiptir (15). Gézetimsiz
Ogrenme ise gézetimli 6grenmeden farkl olarak
verilerde herhangi bir etiketlendirme bulunmaz ve
sistem veriler arasinda baglantilar bulup birbirine
yakin verilerin anlamhliklarinin arar. Bu amacla

Kimeleme  (Clustering),  Birliktelik  Kural
(Association Rule Mining), Boyut Azaltma
(Dimensionality  Reduction) gibi  yontemler
kullanilir (16, 17).

Ozellikle de novo varyantlarin
degerlendiriimesinde  klinik yorumlar belirsiz
kalabilmekte ve farkl yaklasimlar
gerekebilmektedir. Glnudmizde varyant
degerlendirmeleri c¢ogunlukla manuel olarak,

klinisyenlerin bireysel degerlendirmeleriyle
yapilmaktadir. Bu nedenle, surecin
otomatiklestiriimesi ve vyapay zeka destekli,
yuksek dogrulukta klinik yorumlama sistemlerinin
geligtiriimesi  6nemli  bir  ihtiyagc  olarak
gorulmektedir. Bu calisma ile makine 6grenme
tekniklerinin bireyde tespit edilen kopya sayisi
varyantinin klinik etkisinin degerlendiriimesinde
kullanilabilirligini sorusunu arastirmayi planladik.
Bu calisma ile agik veri tabanlarinda bildirilmis
kopya sayisi varyasyonlari ile makine 6grenme
teknikleri kullanarak ilgili CNV Kklinik sinifinin
tahmin edilmesi amaglanmistir.

GEREG ve YONTEM
Oncelikle calisma tasariminin  denenmesi
amaciyla 11989 varyantin bulundugu ISCA

(International Standards for Cytogenomic Arrays)
konsorsiyumunun verileri kullanilarak pilot analiz
gerceklestiriimistir (18, 19). Veriler dbVar veri
tabanindan CSV dosyasi olarak alinmistir. (20).
Pilot calisma sonuglari sonucu ¢alismaya ClinVar
veritabanina girilmis 63156 varyantin bulundugu
nstd102 (Clinical Structural Variants), GRCh38
(hg38) versiyonu cinsiyet kromozomlari harig

145



tutularak ¢alismada kullanilmistir  (21). Veri

setlerindeki veriler klinik 6zelliklerine goére
siniflandirilmig ve hangi kromozomda
bulunduklari, genomik lokasyonlari ve kayip

kazan¢ durumu bilgileri kullaniimigtir. Bu veriler
icerisinden  klinik &zelikleri belirten  Benign,
Muhtemel Benign, Onemi bilinmeyen varyant
(VUS), Muhtemel Patojenik ve Patojenik siniflari
kullanilimistir.  Veri setinde bulunan farkl
tanimlanmig varyantlar uyumlu sinif etiketine
dondstirilmids, dondsturdlemeyen 535 varyant
diglanarak 66268 varyant ile galismaya devam
edilmistir. Olusturulan veri setinde 35494 kopya
sayisi kaybi ve 30774 kopya sayisi kazanci
bulunmaktadir (Tablo-1). CNV’ler boyutlarina gére
degerlendirildiginde ortanca deger 132406 bg iken
ortalama deger 2046347 bg olarak bulunmustur.
Veriler Microsoft Azure Machine Learning Studio
kullanilarak analiz edilmistir (22). Verilerden
Oncelikle gerekli stitunlar ayrilmig, sonrasinda bos

Tablo-1 Veri seti etiketlerinin dagihmi.

veriler temizlenmistir (Clean Missing Data
fonksiyonu ile). Verilerin analizi igin ilgili varyantin
bulundugu kromozom bilgisi, kayip kazang bilgisi,
kromozomal pozisyon baslangi¢ ve bitis noktasi
ve klinik durum bilgisi kullanilimigtir. Orneklem
%70 egditim ve %30 test verisi olacak sekilde
randomizasyon  fonksiyonu ile iki gruba
bolinmastir. Egitim modeli klinik etikete goére
olusturulmustur. Analiz sirasinda farkli makine
6grenme algoritmalari denenmis ve sonuglar
birbirleriyle  karsilastirilmistir.  Egitim  modeli
olarak: Cok Sinifli Karar Agaci-Forest (8 dal), Cok
Siniflil Karar Adaci-Forest (16 dal), Cok Sinifli
Karar Agaci-Forest (32 dal), Cok Sinifli Karar
Agaci-Jungle, Cok Sinifli Lojistik Regresyon ve
Cok Sinifli Sinir Agi kullaniimistir. Egitim verisi test
verisi ile karsilastiriimis (Score Model) ve modelin
basarisi degerlendirilmigtir (Evaluate Model).
Ayrica Sonuclar Microsoft Excel kullanilarak
degerlendirilmistir ve grafikler olusturulmustur.

Kazang Kayip INDEL Toplam
Benign 10678 13427 5 24110
Muhteml Benign 2927 1889 18 4834
VUS 12454 7922 226 20602
Muhtemel Patojenik 854 1517 31 2402
Patolojenik 3861 10739 255 14855

BULGULAR

ISCA verileri ile yapilan calisma sonucunda
toplamda 9%89.241 ve ortalamada %96.4137
dogruluga ulasiimigtir. Plot veri setinde patojenik
olarak tarif edilen ornekler %93,2 oraninda
patolojik %5,6 belirsiz etki, %1,2 benign olarak
isaretlenirken, benign 6rnekler ise %90,3 oraninda
benign, %5,3 patojenik ve %4,4 belirsiz etki olarak
isaretlenmiglerdir. Cok sinifli lojistik regresyon
(Multiclass Logistic Regression), ¢cok sinifli karar
ormani-Jungle (Multiclass Decision Jungle) ve ¢ok
sinifli karar ormani-forest (Multiclass Decision
Forest) algoritmalari denenmis ve bunlar
icerisinde c¢cok sinifli karar agaci en yiksek

Tablo-2 Pilot galigma degerlendirmesi.

dogruluga ulasmistir (Tablo-2). Pilot ¢alismada
veri etiketleri kendi icerisinde
degerlendirilmemistir ayrica alt gruplarin 5 ten
fazla olmasina ragmen modelin ortalama basarisi
%96’nin Uzerinde olarak degerlendirilmistir.

Pilot calisma sonrasi ClinVar veri seti igin yapilan
analiz de farkli yontemler birbirleri ile
karsilastirilmis ve bunlar arasinda coklu karar
agaci-forest (32) yaklasik %86 ortalama dogruluk
ile en basarili yontem olarak degerlendirilmistir
(Tablo-3). Yine bu analizler sonrasi elde edilen
dogru tahminlerin dagilimi Sekil-1'de
gOsterilmigtir.

Gok Sinifli Lojistik

Cok Sinifli Karar

Cok Sinifli Karar Ormani-

Regresyon Ormani-Jungle Forest
Toplam Dogruluk 0.46094 0.727829 0.89241
Ortalama Dogruluk ~ 0.820313 0.909276 0.964137
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Tablo-3. Egitim verilerinin farkli algoritmalarla analizleri (NaN:verilerde numerik deder bulunmadigi igin analiz

edilememistir.)

Cok Sinifli Cok Sinifli Cok Sinifli Cok Sinifli Cok Sinifli Cok

Karar Agaci- Karar Agaci- Karar Agaci- Karar Lojistik Sinifli

Forest (8 dal) Forest (16 dal)  Forest (32dal) Agaci- Regresyon Sinir
Jungle Agi

Toplam 0.637443 0.650167 0.657602 0.52188 0.432813 0.48041

Dogruluk 5

Ortalama 0.854977 0.860067 0.863041 0.808752 0.773125 0.79216

Dogruluk 6

Mikro- 0.637443 0.650167 0.657602 0.52188 0.432813 0.48041

ortalama >

hassasiyet

Makro- 0.49486 0.510174 0.514232 NaN NaN NaN

ortalama

hassasiyet

Mikro- 0.637443 0.650167 0.657602 0.52188 0.432813 0.48041

ortalama 5

hatirlama

Mikro- 0.479561 0.488108 0.491519 0.341952 0.268661 0.32008

ortalama 2

hatirlama

Tahmin Edilen Sinif
3 R § H - g 3 Tx  x §
5 55 5§ § g8 & 28 2¥ 3 i 5 55 53 & zd
Aj i 28 B 3 i:i C ¢ ool
Benign 76.9% 3.7% 0.7% 3.2% 15.6% Benign 77.5% 3.5% 0.6% 3.0% 15.4% Benign 77.6% 3.4% 0.6% 2.9% 15.5%
Muhtemel  3g96ec | 35.0% | 11% 42%  39.2% M“g':’“"' 37.5% | 15.9% | 1.0% 42%  413% Muhteme! | 36.8% | 16.0% | 0.8%  45%  41L8%
Benign N Benign
Muhtemel 14.6% 2.9% 15.7% | 39.2% 27.6% Muhtemel  14.1% 2.4% 15.7% | 39.6% 28.2% Muhtemet  13.4% 24% 14.7% | 41.0% 284%
Patojenik Patojenik Patojenik
Patojenik 9.1% 1.6% 4.3% 734%  11.6% Patojenik 8.7% 1.6% 3.6% J43%  11.8% Patojenk 8.3% 1.4% 3.7% FAB%N 118%
= ’
C Onemi  24.2% 7.1% 2.0% 8.7% | 57.9% Onemi  229% 6.2% 1.7% 8.6% | 60.6% Onemi 21.5% 59% 1.6% 83% | 62.6%
= Biinmeyen Bilinmeyen Bilinmeyen

/p)

X § z Bx x § 3 Bx x §

() s 85 o8 3 .f s §5 5§ & e& 5 §5 58 5 i

o D} if & i E : 25 3¢ § & F § 33 38 § &

8 Benign | 693% | 0.0% 6.6%  24.0% Benign | 65.5% 14% | 331% Benign | 50.2% 6.0% | 43.8%
Mugg?nrlr;‘l R o1x % R M"g:,",‘;,' 55.4% 13% | 43.4% M“g::“g‘: 32.9% 5.8% | 61.3%
Muhtemel | 48.3% 25.8%  25.9% Muhteme! | 59.9% 71% | 329% Muhtemel | 38.2% 27.0%  347%
Patojenik Patojenik Patojenik
Patoienik | 358% 49.9% | 14.4% Patojenik | S8:1% TRk [Fe Patojenik | 350% QY 17.8%
Bm":zs;,:‘, 40.6% 7.7% | S1L7% ang::;r: 49.3% 2.4% | 483% B‘Img::g: 29.1% 8.3% | 62.6%

Sekil-1. A) Cok Sinifli karar agaci-forest (8 dal), B) Cok sinifli karar agaci-forest (16 dal), C) Cok sinifli karar agaci-
forest (32 dal), D) Cok sinifli karar agaci-jungle, E) Cok sinifli lojistik regresyon, F) Cok sinifli sinir agi dogru

tahminlerin dagilhmi
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Sekil-2. Tahminlerin etiketlere gore dagihmi A) Gergek etiketlerin tahmin edilen etiketler igerisindeki oranlari B)

Dogru ve Yanlis tahminlerin CNV tiriine gdre oranlari

Cok sinifli karar agaci-forest (32 dal) analizinde
muhtemel benign o6rnekler benign ydnunde
degerlendirilirken (%36,8) muhtemel patojenik
ornekler patojenik (%41,0) yonunde kaymustir.
Benign ve patojenik kategorilerdeki tahmin
basarisi diger gruplara kiyasla daha yiksek
bulunmustur. Calismada incelenen varyantlarin
cogunlugu 10Kb-10Mb aralijinda yer almakta
olup, varyant boyutu arttikga tahmin dogrulugunun
yukseldigi, o©zellikle 100 baz ciftinden kiglk
varyantlarda yanlis tahmin oraninin daha fazla
oldugu tespit edilmistir. (Sekil-2).

Tahmin Edilen Sinif

Benign
Patojenik

94.8% 5.2%

Benign

Patojenik | 16.6% | 83.4%

Gercek Sinif

Sekil-3 iki sinifli érneklem coklu sinif karar agaci-
forest(32 dal).

Orneklemdeki benign ve patojenik degerler
disindaki veriler diglandiktan sonra analiz
tekrarlanmis ve ¢ok sinifli karar agaci-forest (32
dal) ile ortalama ve toplamda 0.905176 keskinlige
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ulagiimistir (Sekil-3). iki sinifli karar agaci-forest
algoritmasi 0.897 keskinlikte sonug vermistir. iki
sinifli - sinir agr analizinde 0,730 keskinlige
ulagilirken iki sinifli destek vektér makinesi (SVM)
ile 0.669 keskinlige ulagiimistir.

TARTISMA

Kopya sayisi varyantlarinin  (CNV) klinik
degerlendirmesi 6nemli zorluklar icermektedir.
Modern array teknolojileri ve yeni nesil dizileme
yontemleri CNV tespitini kolaylastirsa da, 6zellikle
pozisyonel ve oryantasyonel bilgi eksikligi gibi
kisithliklar devam etmektedir (3). Gen igeren
bolgelerdeki CNV'lerin degerlendiriimesi, haplo-
yetmezlik skorlari ve gen/dozaj iligkisi sayesinde
nispeten kolay olsa da, duzenleyici genom
boélgelerindeki CNV'lerin (tim analizlerin %95')
degerlendiriimesi  olduk¢a zordur (23). Bu
zorluklari asmak icin c¢esitli degerlendirme
kriterleri ve skorlama sistemleri 6nerilmistir (24) .
Degerlendirme slreci genellikle veri tabani
taramasi ile baslar, de novo varyantlarda aile
calismalari ve segregasyon analizleri 6nem
kazanir (25). Ancak suUre¢ halen uzman
degerlendirmesi gerektiren, zaman alici ve
maliyetli bir yapidadir.

Makine 6grenme teknikleri, teknolojik gelismeler
ve algoritmalarin iyilestiriimesi sayesinde gunlik
yasamin dnemli bir parcasi haline gelmistir (26).
Ozellikle saglik sektériinde genis uygulama alani
bulan bu teknolojiler, biyuk veri analizinin yogun
oldugdu genetik alaninda da kendine énemli bir yer
edinmigtir  (27). Makine &grenme teknikleri,
genetik varyantlarin dederlendiriimesinden kanser
gibi karmasik hastaliklarin arastirilmasina kadar
genis bir yelpazede kullaniimaktadir (28-30).
Ayrica, yeni nesil dizileme verilerinden kopya
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sayisi varyantlarinin belirlenmesinde de bu
tekniklerden yararlaniimaktadir (31).

Bu arastirma, klinik énemi belirsiz olan genetik
varyantlarin degerlendiriimesinde makine
6grenme modellerinin kullanimini hedeflemistir.
Calismada, acik erisimli bir veri tabani olan
dbVar'in nstd102 veri seti kullaniimistir (32).
dbVar, insan genomunda yaklasik 6 milyon
genomik bolgeyi kapsayan 35 milyondan fazla
varyant icermekte olup, 100'Un Uzerinde bilimsel
calismadan elde edilen verileri barindirmaktadir.
Bu verilerin 6nemli bir kismi populasyon
calismalarindan elde edilmis olup, bazi verilerde
klinik bilgiler mevcut degildir (33-35). Insan
genomunun buyukligu géz énine alindiginda, 66
bin varyantlik veri seti oldukca sinirli bir kapsami
temsil  etmektedir. Veri setinde yaygin
mikrodelesyon/duplikasyon sendromlari iyi temsil
edilirken, nadir gorilen yapisal degisiklikler igin
yeterli veri bulunmamaktadir. Ayrica, veri setinin
en Onemli eksikligi dogrudan gen Dbilgisi
icermemesidir. Her ne kadar kromozomal
lokasyonlar gen igerigi hakkinda fikir verse de,
etkilenen gen ve gen bdlgelerinin analize dahil
edilmesi galismanin etkinligini 6nemli dlgude
artiracaktir. Ozellikle mikrodelesyon
sendromlarinda, kritik gen bdlgelerinin kaybi klinik
tabloyu belirlediginden, genomik bdlge
analizlerinin  gen/ekzon  bilgisini  icermesi
sonuglarin dogrulugunu guglendirecektir (36).
Ayrica ilgili bélgenin pozisyonel durumu,
epigenetik derisikliklerin olabilmesi, cinsiyetler
arasi farkhhklar gibi bircok etken bu c¢alismanin
basarisini kisitlamaktadir.

Kromozomal dagihmlar incelendiginde, otozomal
kromozomlarin g¢ogunlukla dengeli bir dagilim
goOsterdigi, ancak 15, 16, 17, 19 ve 22.
kromozomlarda  beklenenden daha fazla
varyasyon bulundugu gdézlemlenmistir. Bu
kromozomlardaki farkliliklarin, buralarda sik
gorilen mikrodelesyon/duplikasyon
sendromlariyla iligkili oldugu dusunidlmektedir
(37). Dogru tahminlerin kromozomal dagiliminda
ise sadece 15, 16 ve 17. kromozomlarda belirgin
farkliliklar tespit edilmis olup, bu durumun da yine
bu  bodlgelerdeki  mikrodelesyon/duplikasyon
sendromlarinin sikligiyla baglantili olabilecedi 6ne
surtlmastr.

Pilot calismada yuksek dogruluk oranlari (%96)
elde edilmesine ragmen, daha genis veri setinde
farkli yontemler denenmesine karsin dogruluk
oranlari daha dustuk seyretmistir. Pilot calismadaki
veri seti daha kiguik olmasina ragmen, iyi kirate
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edilmis ve sinirh kaynaktan gelen varyantlardan
olugurken, ClinVar veritabani daha ¢ok kaynaktan
gelen ancak daha az denetlenmis veriler
icermektedir.  ClinVar'in ~ klinik  kullanimda
guvenilirligi sikhikla sorgulanmakta, 6zellikle nokta
mutasyonlarindaki ¢eliskili kayitlar nedeniyle
yorumlama zorluklari yagsanmaktadir (38).

Yapilan analizlerde, varyant siniflandirmalarinin

cogunlukla "dnemi bilinmeyen varyant"
kategorisine kayma egilimi gosterdigi tespit
edilmistir. Uluslararasi kilavuzlar, varyantlarin

klinik etkisi kesin olarak kanitlanana kadar bes
basamakl bir siniflandirma sisteminin
kullaniimasini énermektedir (39, 40). Ancak bu
¢cok kategorili sistem, dogru degerlendirmeyi
zorlastirmaktadir. Arastirma sonuglari, benign ve
patojenik kategorilerdeki tahminlerin daha basarili
oldugunu, ancak ara kategorilerde siniflar arasi
kaymalarin daha fazla oldugunu gdstermigtir.
Ozellikle, muhtemel benign, muhtemel patojenik
ve Onemi bilinmeyen varyantlar cikarildiginda
analiz basarisinin arttigi gézlemlenmistir. Makine
o6grenme algoritmalari arasinda, iki sinifli ve gok
sinifi karar ormanlari, SVM ve sinir agi
yontemlerine kiyasla daha ylksek performans
sergilemigtir.

Yapay zeka ve makine 6grenme teknoloijileri,
Ozellikle tip alaninda giderek daha fazla 6nem

kazanmaktadir. Artan bilimsel veri hacmi ve
karmasik  parametreler, insan yorumlama
kapasitesini asmakta ve tibbi uygulamalarin

dijitallesmesini zorunlu kilmaktadir (41). Tibbi
goruntileme, laboratuvar ve nérolojik kayitlar gibi
sistemlerden elde edilen blyUk veriler, yapay zeka
algoritmalarnt ile analiz edilmekte ve bu
uygulamalar klinik verilerin dogru yorumlanmasi
ve maliyet etkinligi acisindan degerli sonugclar
vermektedir (42,43). Microsoft Azure Machine
Learning Studio gibi platformlar, kullanici dostu
arayUzleriyle programlama deneyimi olmayan
kisiler icin bile makine &drenme slreclerini
kolaylagtirmaktadir.

Bu galisma, 6zellikle mental retardasyon ve ¢oklu
konjenital anomali  hastalarinin  tanisinda
kullanilan kopya sayisi varyasyonlarinin analizi
icin veri analiz yontemlerinin gelistiriimesini
amaglamistir. Gelisen teknoloji ve dizi analizi
uygulamalari, mikroarray teknolojileri sayesinde
kopya sayisi varyantlarinin tespiti kolaylasmakla
birlikte, genomik  verilerin  tam  olarak
anlasilamamasi ve degerlendirme zorluklari halen
devam etmektedir. Calisma, makine &grenme
algoritmalarinin klinik uygulamalarda
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kullanilabilirligini géstermis olup, modelin optimize  genetik tani ve tedavide dijitallesme strecine
edilmesi igin veri setlerinin genigletiimesi, standart  dnemli katkilar saglamasi beklenmektedir.
verilerin olusturulmasi ve gesitli parametrelerin  Gikar gatismasi: Bu calismada yazarlar arasinda
iyilestirilmesi gerekmektedir. Gelisen teknoloji ve  ¢ikar catismasi bulunmamaktadir.

artan genetik veri birikimiyle birlikte, bu calismanin
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