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ÖZET
Sağlık bilimlerinde veriler analiz edilirken örneklem grubu içindeki homojen olmayan dağılım yapısının olması sık karşılaşılan bir
durumdur. Bu şekildeki veri yapısı parametrik testler için gerekli olan veri setinin dağılım varsayımlarını sağlayamamasına neden
olacaktır. Bu gibi durumlar ile karşılaşıldığında verinin orijinal yapısı bozulmadan, aynı veri setinin yeniden örnekleme yöntemleri
kullanılarak üretilip analize tabi tutulması daha etkili sonuçlar sağlayacaktır. Literatürde, Jacknife, Bootstrap ve çapraz geçerlilik
olmak üzere üç farklı yeniden örnekleme yöntemi kullanılmaktadır. Yeniden örnekleme yöntemleri karşılaştırıldığında Jackknife
yönteminde verilerin normal dağılım varsayımı vardır. Ayrıca bootstrap yönteminde örneklemin seçilme şekli, verinin yerine koyma
yöntemine göre yapılmaktadır. Yöntemler bilgisayar teknolojisini ilerlemesi ve istatistik paket programlarında bu modüllerin yer
almasından dolayı giderek daha popüler hale gelmiştir. Birçok istatistik paket programının sınıflama ve modelleme amaçlı
algoritmalarına bu yöntemler girmiştir. Bu nedenle uygulamada bu yöntemleri kullanmak kaçınılmazdır.
Anahtar Kelime: Yeniden Örnekleme, Jackknife, Bootstrap, Çapraz Geçerlilik

The usage of jacknife, bootstrap and cross-validation methods in the medical studies for
diagnostics

ABSTRACT
In medical sciences, the status of no homogeneous distribution within the sample group is encountered often during data analyses.
That kind of data characteristic causes that the data set cannot assure distribution hypotheses that are necessary for the parametric
tests. In case of the presence of these situations, processing and analyzing the same data set using resampling methods without
disturbing the original status of the data offer more powerful results. In the literature, three distinct resampling methods, i.e. Jackknife,
Bootstrap and cross-validation, are used. When these methods are compared, there is normal distribution assumption in Jackknife
method. In Bootstrap method, the sample is selected according to data replacement method. Resampling methods have increasingly
been popular through the advances in computer technology and the availability of these modules within statistical packet software.
These methods are included in classification and modeling algorithms of many statistical packet programs. Therefore, it is inevitable
to use these methods in practice.
Key Words: Resampling Method, Jackknife, Bootstrap, Cross Validation

GİRİŞ
Örnekleme yöntemi, bilimsel bir araştırmanın vazgeçilmez aşamalarından birisidir. Örneklem
büyüklüğünün yeterli büyüklükte olmaması, yeterli büyüklükte olduğu halde uygun örnekleme
yönteminin kullanılmaması, çalışmaya alınacak olan bireylerin seçiminin doğru ve güvenilir bir
şekilde yapılmaması, araştırmanın bilimsel bir temele dayanmadığının bir göstergesidir (1).
Örneklemenin en önemli özelliği, populasyona ilişkin geçerli ve tutarlı tahminlere ulaşmak için
örnekleme hatasının minimum olmasını sağlamaktır. Bu koşullar sağlandığında, örneklemin
populasyonu en iyi şekilde tahmin ettiği söylenebilmektedir. Fakat parametrik tahmin etme
yöntemleri, örneklem sayısı az olduğunda güvenilir sonuçlar vermemekte, aynı zamanda parametrik
yöntemlerin varsayımlarını da bozabilmektedir.
Son yıllarda, verilerin parametrik yöntemlerle değerlendirilmesinin uygun olmadığı durumlarda
yeniden örnekleme yöntemleri kullanılmaya başlanmıştır (2).

Tanı koyma amaçlı yapılan tıbbi çalışmalarda jacknife, bootstrap ve çapraz
geçerlilik yöntemlerinin kullanımı
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Bununla birlikte, sağlık bilimlerinden elde edilen
veriler analiz edilirken veri setinin yeterli
büyüklükte olmamasından ya da veriler
arasındaki ilişkilerden kaynaklı olarak (tekrar
edilebilirlik özelliğinden) veri seti yetersiz
kalabilmektedir. Yeniden örnekleme
yöntemlerinin temeli, teorik dağılımlara
dayanmakta ve aynı örneklem içerisinden
yeniden örnekler seçmeye bağlı olmaktadır. Bu
seçim işlemi ya orijinal verinin yerini, sırasını ya
da ilişkisini değiştirerek verinin yerine koyulması
ya da koyulmaması esasına göre yapılmaktadır.
Sınıflama ve modelleme amaçlı yapılan
çalışmalar ileri istatistiksel yöntemlerin konusu
içerisine girmektedir (3). Sınıflama amaçlı
yapılan çalışmalarda, modelin başarısı eğri
altında kalan alan ya da modelin diagnostik
doğruluk istatistikleri ile ölçülmektedir.
Modelleme amaçlı yapılan çalışmalarda ise
regresyon katsayısı istatistik açıdan anlamlı bir
modelin yorumlanmasında önem taşımaktadır.
Son yıllarda geleneksel yöntemlere alternatif
olarak geliştirilen yeni yöntemlerde regresyon
katsayısı, diagnostik doğruluk oranı, eğri altında
kalan alan hesaplanması elde edilirken yeniden
örnekleme yaklaşımı sıklıkla kullanılmaktadır (4-
8).
Bu çalışmanın amacı, yeniden örnekleme
yöntemlerini tanıtmak ve bu yöntemleri
karşılaştırmaktır.
GENEL BİLGİLER
Yeniden örnekleme yöntemlerinin temeli
permütasyon test yöntemine dayanmaktadır.
Permütasyon test yöntemi, randomizasyon test,
yeniden randomizasyon test ya da exact test
olarak da adlandırılmaktadır. Aslında
permütasyon test istatistiksel anlamlılık
testlerinin bir tipidir. Bu test klasik istatistikte
öncü olan R. A. Fisher tarafından 1930’larda
ortaya atılmıştır. Fisher permütasyon testi, örnek
ortalamaları arasındaki gözlenen farklılığın olup
olmadığının belirlenmesi şeklindeki deneme
planında kullanmaktadır. İki grubun ortalaması
karşılaştırıldığında verinin sırası ve grubu, yerine
koymama yaklaşımı kullanılarak değiştirilip
birinci, ikinci ve daha fazla permütasyonlar
oluşturularak bu şekilde veriyi yeniden
örneklemektedir (9). Sonuçta her permütasyonda
tesadüfî olarak istatistiksel analizlerin
gerçekleştirilebileceğini göstermektedir.

Literatürde, Jacknife, Bootstrap ve çapraz
geçerlilik olmak üzere üç farklı yeniden
örnekleme yöntemi kullanılmaktadır.
Jackknife Yöntemi
Jackknife yeniden örnekleme yöntemi
istatistiksel yanlılıkları ortadan kaldırmak
amacıyla ilk olarak 1956’da Quenouille
tarafından kullanılmıştır. Daha sonra hipotez
testleri ve güven aralığı oluşturmak için 1958’de
Tukey tarafından da genellenmiştir (10-11).
Bu prosedür genellikle veri setinde aşırı uç
değerlerin varlığında kullanılmaktadır. Jackknife
yöntemi her aşamada bir obje ya da bireye ait
veriyi dışarıda bırakarak aynı testin tekrar
edilmesidir. Bu nedenle bu yöntem birini dışarıda
bırak (leave one out) yöntemi olarak da
isimlendirilmektedir. Bu şekilde bu yöntem
biasları azaltmada etkilidir (2).
Yöntemin temel mantığı, veri setinde her bir
gözlem değeri bir kez dışarıda bırakılarak geride
kalan gözlemlerden örneklem istatistikleri
hesaplanmaya dayanmaktadır. Veri setindeki her
bir gözlem dışarıda bırakılarak sahte gözlem
değerleri (pseduevalues, sözde değerler) elde
edilir. Sahte gözlenen değerler bir çeşit veri
transformasyonu olarak bağımsız ve aynı
dağılıma sahiplermiş gibi düşünülebilir.
Kabul edelim ki parametresini tahmin etmek
istiyoruz. i birey sayısını göstermek üzere
i=1,2,..,n olan bir veri setinin de genel ortalaması
olsun. Jackknife yönteminin her aşamasında bir
obje ya da bireyin gözlem değeri silindiğinden j.
veri silindiğinde örneklem ortalaması Denklem-
1’deki gibi hesaplanmaktadır (2, 10-11).

j verinin gerçek gözlem değerine karşılık bu
yöntemde sahte gözlem değeri
hesaplanacağından bu sahte gözlem değeri
Denklem 2’deki gibi hesaplanmaktadır.

Her gözlem değeri için bu şekilde sözde değerler
hesaplanır. Bu çerçevede parametresi için
istatistikleri tahmin etmek istediğimizde sözde
değerler Denklem 3’deki gibi hesaplanmaktadır.
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Sözde değerlerin ortalaması Denklem 4’deki,
varyansı da Denklem 5’deki gibi
hesaplanmaktadır.

’nın örnekleme hatası ise sözde değerlerin
örnekleminin varyansından elde edileceğinden
Denklem 6’daki gibi hesaplanmaktadır.

Benzer bir yaklaşımla  güven düzeyi için sözde
değerlerin güven aralığı Denklem 7’de
verilmektedir (2, 10-11).

Bootstrap Yöntemi
Yöntem ilk olarak 1979 yılında Bradley Efron
tarafından Jacknife yöntemine alternatif olarak
ortaya atılmıştır. 1993 yılında da Efron ve
Tibshirani tarafından geliştirilmiştir. Bootstrap
metodu standart sapma, güven aralığı gibi
istatistiklerde ve parametrik olmayan tahminleme
problemlerinde kullanılan basit ve güvenilir bir
yöntemdir. Yöntemin temel mantığı herhangi
büyüklükteki mevcut veri setindeki gözlemlerin
şansa bağlı olarak yer değiştirerek yeniden
örneklenmesi ile yeni veri setleri oluşturulmasına
dayanmaktadır (12-16). Böylece mevcut veri
setinden mümkün olabildiğince fazla miktarda
bilgi alınabilmektedir. Yöntemde ilk olarak
orijinal örneklemden yerine koyma yöntemi ile
örnek seçilerek bir bootstrap örneklemi
oluşturulur. Ardından bu şekilde çok sayıda
bootstrap örneklemler oluşturulur. Bu

örneklemler ile tahmin edicinin güven aralığı ve
testin istatistik anlamlığı hesaplanır.
İstatistikte çoğu zaman incelenen parametrelerin
normal dağılım varsayımına dayanılarak tahmin
edilebilmesi söz konusu olurken bu yöntemde
veri setinden iadeli örneklem alınarak
parametreler dağılım varsayımından bağımsız
olarak da tahmin edilebilmektedir. Eksik ve/veya
küçük veri setleri dahi istatistiksel çıkarsama
yapmak için kullanılabilmektedir (17).
Literatürde, örnekleme dağılımının varsayımına
göre parametrik ve parametrik olmayan bootstrap
yöntemleri, örneklerin alınış şekline veya tahmin
edicilerin hesaplanma yöntemlerine göre basit,
çift, ağırlıklı, tekrarlamalı, doğal, ardışık ve
bunun gibi pek çok bootstrap yöntemi yer
almaktadır (13). Bu çalışmada standart sapma ve
güven aralığı tahminlerine ait formülasyonlar,
parametrik olmayan bootstrap yöntemlerine göre
verilmektedir.
Populasyon parametresinin tahmin edicisinin
hesaplanmasında, populasyondan n hacimlik bir
örneklem alınır ve bu örneklem populasyonun en
iyi tahmin edicisi olarak kabul edilir. Bu nedenle,
bu örneklem populasyon gibi kabul edilerek her
defasında iadeli seçimle her bir gözlemin
örnekleme girme şansı 1/n alınarak n hacimli
bootstrap örneklem veri setleri oluşturulmaktadır.
Bu işlem istenildiği kadar tekrarlanarak B adet
bootstrap gözlemler veri seti oluşturulur (13).
Kabul edelim ki B Bootstrap seçim sayısı olmak
üzere                              Bootstrap tahminleri elde
edilsin                        . Bu tahminler daha sonra
ortalama ve varyansın hesaplanmasında
kullanılmaktadır (12-16).
Her bootstrap örneklem grubunun tahmin
ortalaması  olmak üzere bütün tahminlerin
ortalaması Denklem 8,  standart sapması ise

Denklem 9’daki gibi hesaplanmaktadır (12-16).
Güven aralığı ise  güven düzeyi için Denklem
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10’da verilmektedir.
Manly 1997’de yaptığı simülasyon çalışması
standart sapma hesaplaması yapabilmek için 100-
200 arası bootstrap örnekler oluşturmak yeterli
olduğunu göstermektedir (18).
Çapraz Geçerlilik Yöntemi
1948’de Kurtz tarafından basit çapraz geçerlilik
(cross validation) yöntemi önerilmiştir (19).
Kurtz’un basit çapraz geçerlilik tekniğini Mosier
1951 de geliştirerek çift çapraz geçerlilik olarak
geliştirmiştir (20). Daha sonra da Krus ve Fuller
tarafından 1982’de çoklu çapraz geçerlilik
teknikleri geliştirilmiştir (21).
Modelin doğruluğun test edildiği çapraz
geçerlilik yönteminde veri başlangıçta test ve
eğitim verisi olarak tesadüfî olarak ayrılır. Eğitim
verisi modelin kurulumu (eğitimi) aşamasında
kullanılır. Test verisi model kurulumunda
kullanılmaz modelin doğruluğu bu yeni veri seti
üzerinde test edilir (22).
Basit geçerlilikte; veri setinin %5-%33’lük bir
kısmı test verisi olarak ayrılır ve modelin
öğrenme aşamasında bu kısım kullanılmaz.
Geriye kalan kısım üzerinde model kurulur ve
gerçek değerler ile tahmin değerleri
karşılaştırılarak modelin doğruluğu hesaplanır.
Çiftli çapraz geçerlilik ve çoklu çapraz geçerlilik
veri setinin sınırlı sayıda olması durumunda
kullanılır. Modelleme aşamasında bütün veri
setinin kullanımına bu yöntemler olanak sağlar.
Veri seti tesadüfi olarak iki eşit parçaya ayrılır.
Bu parçalardan biri eğitim verisi diğeri test verisi
olarak ikiye ayrılır. Bu şekilde bir doğruluk
hesaplaması yapılır daha sonra test verisi ile
eğitim verisi yer değiştirilerek bir doğruluk
hesaplaması yapılır ve doğruluk değerlerinin
ortalaması alınarak modelin doğruluk oranı
hesaplanır. Bu algoritma çift çapraz geçerlilik
olarak tanımlanır.
Her verinin bir kez eğitim bir kez de test verisi
olarak kullanabileceği geçerlilik yöntemlerinin
genellenmiş hali olan çoklu çapraz geçerlilik
yöntemidir. Bu yöntemde ise veri n adet eşit
gruba ayrılır. Bir grup test olarak geriye kalan (n-
1) grupta eğitim verisi olarak kullanılır. Ve bu
durum n kez tekrar eder. Yine doğruluk
değerlerinin ortalaması alınarak modelin
doğruluk oranı belirlenir (23).

SONUÇ VE ÖNERİLER
Üzerinde çalışılan örneklem grubu içindeki
homojen olmayan dağılım yapısının olması ile
veri setinin dağılım varsayımlarını
sağlayamaması, veri setindeki örneklem
hacminin küçüklüğü gibi kısıtlılıklar uygulama
aşamasında sıklıkla karşılaşılan durumlardır.
Verinin orijinal yapısı bozulmadan, aynı veri
setinin yeniden örnekleme yöntemleri
kullanılarak üretilmesi veri setinin başarılı bir
şekilde kullanılabilmesine olanak sağlayacaktır.
Yöntemler karşılaştırıldığında Jackknife yöntemi
verilerin normal dağılım varsayımını
gerektirirken, Çapraz Geçerlilik ve Bootstrap
yönteminde normal dağılım varsayımı
gerektirmez. Ayrıca Bootstrap yönteminde,
Jackknife ve Çapraz Geçerlilik yöntemlerinden
farklı olarak örneklemin seçilme şekli,  yerine
koyma yöntemine göre yapılır. Aynı obje ya da
bireye seçilme şansını tanıyan yerine koyma
yöntemi ile örnekleme yapma, yerine koymadan
yapılan örneklem seçme biçimine göre daha
doğru sonuçlar vermektedir (10,11,17,21).
Jackknife yönteminde tekrarların sayısı örnek

genişliği (n-1 kez) ile ilgilidir. Fakat Çapraz
Geçerlilik ve Bootstrap yöntemlerinde örnek
genişliğine ilişkin bir kısıtlama yoktur.
Dolayısıyla, orijinal veri setinin birçok kez
çoğaltılabiliyor olması bu iki yöntemin
avantajıdır (10,11,17,21).
Sağlık bilimlerinde sınıflama amaçlı yapılan
çalışmalar, daha çok belirli bir hastalığın tanısının
konulmasında etkili olan parametrelerin, risk
faktörlerinin istatistiksel olarak modellenerek
belirlenmesi şeklinde yapılmaktadır. Bu tür
sınıflama metotları ileri istatistik teknikler
kullanmayı gerektirir. Bilgisayar teknolojisinin
ilerlemesi, istatistik paket programlarının
sınıflama ve modelleme amaçlı kullandıkları
algoritmaların da yeniden örnekleme
yöntemlerinden herhangi birini kullanıyor olması
bu yöntemlerin giderek daha popüler hale
gelmesine neden olmuştur (24-26).
Yeniden örnekleme yöntemlerini kullanan
sınıflama yöntemleri de literatürde yer
almaktadır. Bunlardan en yaygın kullanılanları
CART, MARS, Boosting Tree ve Random Forest
yöntemleridir (26-29). Bu yöntemlerden CART
ve MARS yöntemleri algoritmalarında Çapraz
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Geçerlilik yöntemini kullanırken, Boosting Tree
ve Random Forest yöntemleri ise Bootstrap
örnekleme yöntemlerini kullanmaktadır. Ayrıca
sınıflama amaçlı olarak eğri altında kalan alan
hesaplamaları da yapılmaktadır ki burada
yeniden örnekleme yöntemlerinden Jacknife
yeniden örnekleme yöntemini kullanan MRMC
ROC analizi karşımıza çıkmaktadır (6).
Sonuç olarak sağlık alanında yapılan
çalışmalarda da yeniden örnekleme yöntemleri
ile veri setini yeniden inşa ederek sınıflama
başarılarını artıran ileri istatistik yöntemlerinin
kullanılması kaçınılmazdır.
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